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摘 要： 受库水位波动和降雨等因素影响，三峡库区库岸滑坡多呈现周期性阶跃位移特征，其复杂的变形机理及滞后效应致

使滑坡预警预报面临重大挑战。为实现库岸滑坡位移的高精度预测，提出一种自回归差分移动平均（ARIMA）与维度倒置嵌

入 Transformer 的混合库岸滑坡位移预测模型 ARIMA-iTransformer。利用灰狼优化算法（GWO）与变分模态分解（VMD）对

原始监测数据进行分解，引入交叉小波变换（XWT）提取滑坡位移与影响因子间的动态响应特征与时滞关系，并结合灰色关联

分析（GRA）构建模型输入特征。联合 ARIMA 与 iTransformer 构建滑坡位移混合模型，并以白水河滑坡为例开展实验验证。

结果表明：iTransformer 模型在预测精度上显著优于对比模型；ARIMA-iTransformer 混合预测模型累积位移预测值的均方根

误差（RMSE）为 7. 686 mm，平均绝对误差（MAE）为 5. 544 mm，决定系数（R2）为 0. 997，表现出良好的精度与稳定性，为滑坡

位移预测提供了有效方法和科学依据。
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Abstract： Affected by reservoir water level fluctuations, rainfall and other factors, most landslides along the Three Gorges 
Reservoir bank exhibit the characteristics of periodic step-wise sliding. Their complex displacement mechanisms and lag effects 
pose significant challenges to landslide early warning and forecasting. To achieve high-precision prediction of landslide displace‑
ment, this paper proposed a hybrid prediction model for reservoir bank landslide displacement combining the Autoregressive 
Integrated Moving Average (ARIMA) and Transformer with dimension-invert embedding (iTransformer). The Grey Wolf 
Optimizer (GWO), Variational Mode Decomposition (VMD) and Cross Wavelet Transform (XWT) were introduced to extract the 
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response characteristics and time-lag relationships between landslide displacement and influencing factors, and the input features of 
the model were constructed in combination with Grey Relational Analysis (GRA). The Baishuihe landslide was taken as an example 
for experimental verification. The results indicate that the iTransformer model significantly outperforms the comparison model in 
terms of prediction accuracy; the root mean square error (RMSE) of the hybrid prediction model cumulative displacement predic‑
tion is 7.686 mm, the mean absolute error (MAE) is 5.544 mm, and the coefficient of determination (R2) is 0.997. The model ex‑
hibits excellent prediction accuracy and stability, which provides an effective method for landslide displacement prediction.
Key words： reservoir bank landslide displacement prediction； landslide displacement mechanism； time-lag relationship； Cross Wavelet 
Transform (XWT)； iTransformer； Autoregressive Integrated Moving Average (ARIMA)

0　  引  言

受 库 水 位 周 期 性 涨 落 与 降 雨 入 渗 等 因 素 的 持

续影响，库区滑坡表现出长期的阶跃式位移特征 [1]。

因 此 ，开 展 滑 坡 位 移 的 特 征 分 析 与 精 准 预 测 ，对 库

区 防 灾 、减 灾 及 生 态 保 护 具 有 重 要 意 义 [2]。 随 着 智

能 化 测 绘 的 发 展 ，全 球 卫 星 导 航 系 统（Global Navi‑
gation Satellite System，GNSS）监 测 数 据 与 深 度

学 习 模 型 相 结 合 的 方 式 ，如 长 短 期 记 忆（Long 
Short-Term Memory，LSTM）网络 [3]、门控循环单元

（Gated Recurrent Unit，GRU）[4]等模型 [5-8]，已广泛应

用于滑坡位移的预测研究。然而，此类循环神经网

络受其链式结构的影响，难以捕获长时序的依赖关

系，且在深层网络训练过程中易出现梯度消失或爆

炸问题 [9-10]。

2017 年，谷歌研究团队提出 Transformer 模型，

通过自注意力机制学习序列的长期依赖关系，有效

避免了梯度传播问题，在自然语言处理领域效果显

著 [11]。 但 将 Transformer 模 型 应 用 于 时 间 序 列 预 测

时，原始 Transformer 的嵌入层（Embedding）并不适

用于序列的特征提取 [12]。在此基础上，研究人员通

过改进注意力机制或融合其他模块，使其适用于复

杂 的 滑 坡 时 序 建 模 [13-14]。 但 此 类 Transformer 变 体

模 型 的 特 征 提 取 方 式 容 易 忽 略 不 同 变 量 间 的 物 理

关 联 ，难 以 充 分 学 习 以 变 量 为 中 心 的 非 线 性 特 征 。

Liu 等 [15]提出 iTransformer 模型，通过维度倒置嵌入

改 变 了 Transformer 的 建 模 视 角 。 在 时 间 维 度 上 ，

iTransformer 模型将每个变量对应的完整时间序列

分别嵌入独立的结构单元（token），利用嵌入层进行

时序信息的特征提取。在变量维度上，iTransformer
模型通过自注意力机制建模多变量间的关联，增强

了 不 同 变 量 在 注 意 力 映 射 中 的 有 效 性 ，在 电 力 、气

象 以 及 交 通 预 测 等 公 共 数 据 集 上 取 得 了 较 好 的 效

果 。 目 前 ，尚 未 有 将 iTransformer 模 型 应 用 于 滑 坡

位移预测这一具有强非线性、多因素耦合特征的地

质灾害时序建模场景。

本 文 提 出 一 种 自 回 归 差 分 移 动 平 均（Autore‑
gressive Integrated Moving Average，ARIMA）[16] 与

iTransformer 混合的库岸滑坡位移预测模型。通过

对 原 始 滑 坡 位 移 序 列 与 影 响 因 子 进 行 分 解 ，得 到

代 表 不 同 物 理 特 征 的 分 量 ，进 而 研 究 了 影 响 因 子

与 位 移 间 的 响 应 特 征 及 时 滞 关 系 ，筛 选 并 构 建 了

iTransformer 模 型 的 关 键 输 入 变 量 。 最 后 ，结 合

ARIMA 模 型 对 趋 势 项 位 移 预 测 的 优 势 ，构 建

ARIMA-iTransformer 混 合 模 型 ，实 现 了 对 库 岸 滑

坡位移的高精度预测。

1　  滑坡位移预测方法

1. 1　模型预测框架

基于滑坡位移预测模型 [5]，采用灰狼优化（Grey 
Wolf Optimizer，GWO）算 法 [17] 优 化 变 分 模 态 分 解

（Variational Mode Decomposition，VMD）[18]的参数，

将滑坡监测点累积位移序列分解为趋势项、周期项

和 随 机 项 ，将 影 响 因 子（降 雨 、库 水 位）分 解 为 低 频

分 量 和 高 频 分 量 。 其 中 ，随 机 项 和 高 频 分 量 代 表

噪 声 序 列 ，不 参 与 模 型 训 练 。 结 合 交 叉 小 波 变 换

（Cross Wavelet Transform，XWT）[19-20] 分 析 外 界 因

素对监测点周期项位移的影响与时滞关系，并借助

灰 色 关 联 分 析（Grey Relational Analysis，GRA）[21]

筛 选 关 键 影 响 因 子 作 为 iTransformer 模 型 的 输 入 ，

实 现 周 期 项 位 移 的 预 测 ，再 利 用 ARIMA 模 型 拟

合 趋 势 项 位 移 并 预 测 。 最 后 ，将 趋 势 项 和 周 期 项

预 测 结 果 相 加 得 到 累 积 位 移 值 ，进 一 步 通 过 位 移

真 值 评 估 模 型 预 测 误 差 ，并 选 取 不 同 时 序 预 测 模

型 进 行 对 比 分 析 ，模 型 预 测 框 架 的 具 体 流 程 如 图 1
所示。

1. 2　变分模态分解

VMD 是一种处理非线性和非平稳信号的自适

应分解方法，能够将时间序列分解成不同频率的模

态分量（intrinsic mode function，IMF）。根据滑坡位

移加法模型，在分解滑坡位移时设置分解个数 k = 3，
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分解外界因素时设置 k = 2，其约束变分表达式为：
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式中：uk 为模态分量；ωk 代表中心频率；t 为时间步；

∂ t 为时间一阶导数；δ ( t ) 为狄拉克函数；∗ 表示卷积

运算符；j 表示虚数单位；xt 为原始信号；‖ ⋅ ‖ 2
2 为二

范数平方。

将 上 述 求 解 问 题 转 变 为 非 约 束 变 分 问 题 。 引

入 Lagrange 乘子 λ 和分解参数 ε，得到增广 Lagrange
表达式：
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式 中 ：L 为 Lagrange 函 数 。 由 于 ε 的 经 验 值 适 用 于

k > 3 的情况，本文使用 Shannon 熵作为适应度函数，

借助 GWO 搜寻无约束模型鞍点得到最优分解参数，

从而将频谱混叠的信号分离为不同中心频率的模态

分量。

1. 3　交叉小波变换

交 叉 小 波 变 换 是 一 种 用 于 分 析 两 个 时 间 序 列

Xn 和 Y n 在 时 频 空 间 中 能 量 共 振 和 协 方 差 分 布 规

律 的 信 号 处 理 方 法 。 Xn 和 Y n 的 XWT 被 定 义 为

W XY = W XW Y *。 其 中 ，* 表 示 复 共 轭 。 定 义 |W XY |
代 表 功 率 ，P X

k 和 P Y
k 分 别 代 表 Xn 和 Y n 的 背 景 功 率

谱，那么 XWT 的理论分布可以表示为：
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式 中 ：D [ ⋅ ]表 示 概 率 分 布 ；W X
n ( s ) 代 表 Xn 在 时 间

点 n、尺 度 s 下 的 连 续 小 波 变 换 系 数 ；W Y*
n ( s ) 代 表

Y n 在 时 间 点 n、尺 度 s 下 连 续 小 波 变 换 系 数 的 复 共

轭 ；σX 和 σY 分 别 为 时 间 序 列 Xn 和 Y n 的 标 准 差 ；

p sig 为显著性水平阈值；Zv ( p sig ) 表示自由度为 v 时，

对应显著性水平 p 的临界值。XWT 的相位角 am 定

义为：

am = arg ( X,Y )= arg é
ë
ê
êê
ê∑

i = 1

N

cos ai, ∑
i = 1

N

sin ai
ù

û
úúúú (4)

式 中 ：ai ( i = 1,2,…,N ) 表 示 小 波 变 换 时 域 上 的 单

个相位角。

小波相位角的标准差 S 定义为：

S = -2ln ( )X 2 + Y 2

N
(5)

1. 4　ARIMA模型

ARIMA 模型能够有效捕捉滑坡趋势项序列中

的 自 相 关 性 与 非 平 稳 特 征 。 通 过 对 原 始 序 列 进 行

差分变换（d 阶），可将其转化为平稳序列，进而利用

自回归（p 阶）与移动平均（q 阶）提取位移演化的统

计规律，其公式定义为：

(1 - ∑
i = 1

p

ϕi M i) ( 1 - M )d X t = (1 + ∑
i = 1

q

θi M i) τt  (6)

式中：Xt 为一组时间序列；p 为自回归阶数；d 为差分

次数；q 为滑动平均阶数；M 为滞后算子；ϕi 为自回归

部分的系数；θi 为移动平均部分的系数；τt 为残差。

图 1　滑坡位移预测流程

Fig. 1　Landslide displacement prediction process
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1. 5　iTransformer模型

iTransformer 是一种基于多头自注意力机制的

时间序列预测模型，采用仅编码器的 Transformer 架

构。如图 2（a）所示，该模型采用维度倒置嵌入的策

略，将滑坡周期项位移和影响因子所对应的时间序

列视为独立结构单元，借助多头自注意力机制实现

周期项位移与影响因子间的权重关系建模，从而捕

捉 跨 变 量 的 依 赖 关 系 。 模 型 进 一 步 结 合 层 归 一 化

与 前 馈 网 络 模 块 ，学 习 具 有 物 理 意 义 的 非 线 性 特

征，最终通过投影层的维度映射输出滑坡周期项位

移的预测结果。

假 设 滑 坡 周 期 项 位 移 时 间 序 列 X= {x1,… ,xT}
∈RT×N，T 为时间步长（以月为间隔），N 为输入变量

的 个 数 ，预 测 未 来 S 时 间 步 长 的 周 期 项 位 移 序 列

Y = { xT + 1,…,xT + S } ∈ R S × N，那 么 iTransformer 模

型的推理公式可表示为：

h0
n = Embedding ( X :,n ) (7)

H l + 1 = TrmBlock ( H l ), l = 0,…,L - 1 (8)
Ŷ :,n = Projection ( hL

n ) (9)
式中：X :,n 为以 n 为索引的变量输入序列；Ŷ :,n 为以 n
为索引的变量预测序列；H= { h1,…,hn } ∈ RN × D，包

含 N 个 D 维 的 嵌 入 标 记 ，上 标 l 表 示 层 索 引 ；

Embedding:RT → RD，Projection:RD → R S 由 多 层 感

知 机（multilayer perceptron，MLP）实 现 。 由 嵌 入 层

得到的多变量特征通过自注意力机制交互关联，并

由 TrmBlock 中 的 前 馈 网 络 独 立 处 理 ，其 模 型 结 构

如图 2（b）所示。

1. 6　精度评价指标

在 滑 坡 位 移 预 测 中 ，通 常 采 用 均 方 根 误 差

（Root Mean Squared Error，RMSE）、平 均 绝 对 误 差

（Mean Absolute Error，MAE）与 决 定 系 数（Coeffi‑

cient of Determination，R2）评 价 模 型 精 度 ，计 算 公

式为：

RMSE = 1
N f

∑
i = 1

N f

( yi - ŷ i )2 (10)

MAE = 1
N f

∑
i = 1

N f

|yi - ŷ i | (11)

R2 = 1 -
∑
i = 1

N f

( yi - ŷ i )2

∑
i = 1

N f

( yi - ȳ )2

(12)

式中：yi 为 i 时刻的实测值；ŷ i 为 i 时刻预测值；ȳ 为所

有时刻实测值的平均值；N f 为总预测步长。

2　  白水河滑坡概况

2. 1　工程地质概况

白水河滑坡地处湖北省秭归县，距离三峡大坝

约 56 km，地形南高北低，呈阶梯状延伸至长江边，岩

层倾斜角度为 15°，为单一倾斜的顺向坡[7]。滑坡的

后缘以岩土分界面为标志，高程约 410 m，前缘高程

约 70 m，总体积约 1. 2×107 m³，是一处规模庞大的

松散堆积层古滑坡体[8]。其上布设有 11 个 GNSS 监

测点（图 3），根据监测点的累积位移，将滑坡分为预

警区和非预警区。预警区内布设有监测点 XD-01、

XD-02、XD-03、XD-04、ZG93 和 ZG118，非 预 警

区 内 布 设 有 监 测 点 ZG91、ZG92、ZG94、ZG119 和

ZG120[13]。由于非预警区内监测点累积位移较小，且

处 于 相 对 稳 定 状 态 ，本 文 仅 对 预 警 区 内 的 ZG93 和

ZG118 监 测 点 进 行 位 移 演 化 特 征 分 析 与 模 型 预 测

验证。

图 2　（a）Transformer 嵌入方式倒置前后对比；（b）模型结构

Fig. 2　(a) Comparison of Transformer embedding methods before and after inversion; (b) Model structure
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2. 2　位移监测数据

本 文 收 集 到 白 水 河 滑 坡 2003 年 7 月 —2018 年

12 月 的 监 测 点 位 移 及 同 期 降 雨 量、库 水 位 数 据（国

家 冰 川 冻 土 沙 漠 科 学 数 据 中 心），以 月 为 间 隔 共 计

186 组。由于蓄水后期库水位升高，监测点 XD-01、

XD-02、XD-03 和 XD-04 被 库 水 淹 没 ，监 测 数 据 不

完 整 。 因 此 ，本 文 选 取 监 测 点 ZG93 进 行 滑 坡 位 移

特征演化分析及模型预测，监测点 ZG118 则用于验

证模型的通用性。监测点 ZG93 和 ZG118 的累积位

移与降雨量、库水位的变化关系如图 4 所示。

为便于分析，根据库水位在不同时期的高程数

据（国家冰川冻土沙漠科学数据中心，http://www.

图 4　ZG93 和 ZG118 的滑坡累积位移、库水位及降雨量监测数据

Fig. 4　Monitoring data of cumulative displacement, reservoir water level and rainfall of the landslide for landslides ZG93 and ZG118

4 条连线代表所布设监测点的地质剖面位置

图 3　白水河滑坡平面及 GNSS 监测点分布

Fig. 3　Plan of Baishuihe landslide and distribution of GNSS monitoring points
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crensed. ac. cn）将累积位移监测数据分为 4 个阶段，

结果见表 1。

3　  滑坡位移与影响因子的响应关系

3. 1　滑坡趋势项位移特征分析

监 测 点 ZG93 累 积 位 移 与 影 响 因 子（降 雨 量 和

库水位）的分解结果如图 5 所示。可知，ZG93 趋势

项位移从 2003 年 7 月的 80 mm 增至 2018 年 12 月的

3 253 mm，位移曲线单调递增。其演化过程反映了

三 峡 库 区 库 岸 滑 坡 在 地 质 结 构 与 水 文 因 素 共 同 作

用下的趋势性位移，规律性较强 [13]。

相对而言，周期项位移主要受水文因素变动影

响，呈周期性波动，特征复杂，且水文因素的长期作

用会引发滑坡地质结构的改变，进一步导致滑坡整

体 位 移 变 化 。 因 此 ，本 文 将 借 助 XWT 进 一 步 分 析

周期项位移特征。

3. 2　滑坡周期项位移特征分析

基于 ZG93 周期项位移与降雨量、库水位低频分

量开展 XWT 分析，研究周期项位移对降雨量和库水

位变动的响应关系。

图 6 结果显示，周期项位移与降雨量、库水位存

在 1 年的主共振周期，并伴随有 6 个月或 18 个月的次

共振周期；同时，在不同时期影响周期位移的主导因

素不同。在第一阶段（表 1），降雨量与周期项位移的

XWT 结果呈现连续稳定的功率谱，此阶段滑坡周期

位移以降雨影响为主。第二阶段起，降雨量、库水位

与周期项位移的 XWT 结果均观察到连续稳定的功

率 谱 ，此 阶 段 降 雨 和 库 水 位 共 同 影 响 周 期 项 位 移 。

此外，滑坡周期项位移在 2007 年 9 月和 2015 年 8 月

发生较大波动，致使 XWT 结果出现次共振周期。受

2007 年 4 月库水位首次上升至 155 m 和 2015 年 6 月

突发游轮事故[22]的影响，同时 2007 年 6 月和 2015 年 6
月均伴随有短时强降雨，单月降雨量最高分别达到

154 mm 和 160 mm，共同导致了滑坡周期项位移的

较大波动。

进一步分析其滑坡位移机理：由于坡体渗透性

较 差 ，库 水 位 下 降 时 ，地 下 水 渗 流 滞 后 于 水 库 水 位

下 降 ，形 成 水 力 梯 度 ，滑 坡 内 部 产 生 向 外 的 渗 透 动

水压力 [23]；降雨则通过垂直入渗降低坡体的基质吸

力 ，进 而 导 致 滑 坡 抗 滑 力 减 小 ，下 滑 力 增 大 [24]。 因

此，库水位下降与降雨的共同作用引发了滑坡的周

期项位移变化。

3. 3　影响因子的时滞分析

如 图 7 所 示 ，ZG93 周 期 项 位 移 与 库 水 位 、降 雨

量 的 相 位 差 曲 线 整 体 呈 周 期 性 波 动 。 周 期 项 位 移

与库水位的相位差在 2003 年 7 月为 26°，随后缓慢降

低至 20°，并于 2009 年 9 月升高至 108°，此后周期性

缓慢下降。由此可知，周期项位移响应库水位变化

的滞后时间从 1 个月延长至 3 个多月后逐渐稳定在

3 个月。周期项位移与降雨量的相位差则从 2003 年

7 月 的 92°减 小 至 60°，即 周 期 项 位 移 响 应 降 雨 量 的

滞 后 时 间 从 3 个 月 缩 短 至 2 个 月 。 综 合 来 看 ，周 期

项 位 移 响 应 库 水 位 变 化 和 降 雨 量 的 平 均 滞 后 时 间

表 1　白水河滑坡累积位移阶段划分

Table 1　Stage division of cumulative displacement for 
Baishuihe landslide

阶段

第一阶段

第二阶段

第三阶段

第四阶段

年/月

2003/7—2006/10
2006/11—2008/10
2008/11—2010/10
2010/11—2018/12

水位高程/m
135~140
140~155
155~170
170~175

图 5　ZG93 的累积位移与影响因子的 GWO-VMD 分解结果

（a）位移；（b）降雨量；（c）库水位

Fig. 5　GWO-VMD decomposition results of cumulative displacement and influencing factors for ZG93
(a) displacement; (b) rainfall; (c) reservoir water level
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为 2~3 个月 [13]。

滞 后 时 间 变 化 的 物 理 含 义 为 ，自 第 二 阶 段 起 ，

库水逐渐作用于坡体预警区的中后部，此时由于土

质 渗 透 性 较 差 ，地 下 水 发 生 渗 流 的 过 程 较 慢 ，滞 后

时间较长。随着水位持续的周期性影响，滑坡内部

的渗流通道逐渐发育，滞后时间逐渐缩短 [25]。降雨

则 从 坡 体 浅 层 通 过 垂 直 入 渗 的 方 式 作 用 于 滑 坡 内

部 ，滑 坡 在 第 一 阶 段 就 进 入 自 适 应 调 整 状 态 ，故 降

雨的滞后时间也持续缩短 [26]。

4　  滑坡位移预测

4. 1　周期项位移预测

4. 1. 1　影响因子选取

采 用 iTransformer 模 型 预 测 周 期 项 位 移 ，需 要

选取合适的影响因子。选取规则为，覆盖滞后时间

且避免引入过长的历史信息。本文初步选取了 8 个

候选影响因子，具体见表 2。

为进一步筛选关键影响因子，须同时考虑因子

与周期项位移之间的关联性以及因子间的冗余性。

从表 2 可知，经 GWO-VMD 降噪后，候选影响因子

与周期项位移的灰色关联度均有所提高。测试时，

通 常 选 取 灰 色 关 联 度 较 大（≥0. 700）的 影 响 因 子 。

图 7　ZG93 周期项位移与影响因子相位差（a）及其对应的滞后时间（b）

Fig. 7　Phase difference between periodic displacement and influencing factors (a) of ZG93 and the corresponding lag time (b)

表 2　各因子与 ZG93周期项位移的灰色关联度结果

Table 2　Results of grey correlation analysis between 
various factors and ZG93 periodic displacement

影响因子

当月降雨量（a）

前 1 月累计降雨量（b）

前 2 月累计降雨量（c）

前 3 月累计降雨量（d）

当月库水位高程（e）

前 1 月库水位高程变化（f）

前 2 月库水位高程变化（g）

前 3 月库水位高程变化（h）

灰色关联度

降噪前

0. 771
0. 634
0. 608
0. 595
0. 863
0. 834
0. 814
0. 796

降噪后

0. 824
0. 715
0. 610
0. 601
0. 889
0. 843
0. 815
0. 797

黑色实线为 95% 置信区间；锥形阴影下方区域为小波影响锥；箭头方向表示相位关系：左、右分别指反、同相，上、下表示 1/4 周期滞后

图 6 ZG93 周期项位移与影响因子的交叉小波变换结果

（a）降雨量； （b）库水位

Fig. 6 Cross wavelet transform results of periodic displacement at ZG93 and influencing factors
(a) rainfall; (b) reservoir water level
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计算因子间的冗余度，如图 8 所示，剔除冗余度显著

（≥0. 850）的影响因子。综合灰色关联性与冗余度

分析结果，选择当月降雨量（a*）、前 1 月累计降雨量

（b*）以及当月库水位高程（e*）、前 2 月库水位高程变

化（g*）、前 3 月库水位高程变化（h*）5 个影响因子作

为 iTransformer 模型的输入因子。

4. 1. 2　模型预测性能

将 ZG93 周期项位移联合影响因子 a*、b*、e*、g*、

h*输入 iTransformer 模型，采用多变量预测单变量模

式，按照 0. 7∶0. 15∶0. 15 划分为训练集、验证集和测

试 集 。 模 型 基 于 Python 3. 8. 0 中 的 PyTorch 2. 1. 0
深 度 学 习 框 架 进 行 训 练 ，部 分 参 数 基 于 精 度 评 价

指 标 ，利 用 网 格 搜 索 算 法 遍 历 以 确 定 最 优 参 数 。

iTransformer 模型在训练时的参数设定及网格搜索

范围见表 3。

iTransformer 模型在测试集的预测结果见图 9。

iTransformer 模型在整个测试集上均能准确捕捉到

周期项位移的变化趋势，尤其在位移突变处展现出

较好的预测性能，表明其能够充分捕捉和学习到位

移 变 化 特 征 。 经 计 算 ，iTransformer 模 型 精 度 评 价

指标 RMSE 为 6. 917 mm，MAE 为 4. 929 mm，R²为
0. 968，最 大 绝 对 误 差 不 超 过 10 mm，证 明 了 周 期

项 位 移 影 响 因 子 选 择 的 合 理 性 及 模 型 较 好 的 预 测

性能。

4. 2　趋势项位移预测

利用 ARIMA 模型预测趋势项位移。设置训练

集 与 测 试 集 之 比 为 0. 85∶0. 15，通 过 对 训 练 数 据 进

行 差 分 变 换 和 拟 合 估 计 ，确 定 ARIMA(p，d，q)模 型

最 优 组 合 参 数 为（6，2，1）。 将 测 试 数 据 输 入 模 型

中 逐 步 预 测 ，绘 制 测 试 集 预 测 曲 线（图 10）。 经 计

算 ，其 RMSE 为 1. 938 mm，MAE 为 1. 437 mm，

R² 为 0. 999 72，最 大 绝 对 误 差 不 超 过 6 mm，表 明

ARIMA 模型在预测趋势项位移时，能够准确捕捉位

移变化的趋势特征，具有较高的预测精度。

4. 3　累积位移预测

累 积 位 移 预 测 由 周 期 项 和 趋 势 项 预 测 结 果 相

加得到。

图 11 展 示 了 ZG93 监 测 点 累 积 位 移 的 预 测 结

果 、绝 对 误 差 柱 状 图 及 预 测 值 与 实 测 值 的 线 性 拟

合，其中，置信带为拟合方程有 95% 可能性落在的

图 10　ARIMA 模型在测试集上的预测结果

Fig. 10　Prediction results of the ARIMA model on the test set

图 8　各因子冗余度热力图

Fig. 8　Heat map of redundancy for each factor

表 3　iTransformer模型训练参数及网格搜索范围

Table 3　Training parameters and grid search ranges 
of the iTransformer model

模型

训练

网格

搜索

参数

输入长度

预测长度

输入通道

嵌入维度

特征维度

注意力头

编码器层

丢弃率

输入长度

预测长度

编码器层

取值

6
1
6

64
128

8
2

0. 05
3，6，9，12
1，2，3，4
1，2，3，4

参数

时间编码

损失函数

训练轮数

批次大小

学习率

激活函数

优化器

嵌入维度

特征维度

取值

Month
Huber Loss

100
1

0. 001
GELU
Adam

32，64，96，128
32，64，96，128

图 9　 iTransformer 模型在测试集上的预测结果

Fig. 9　Prediction results of the iTransformer 
model on the test set
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区 域 ，预 测 带 为 预 测 结 果 有 95% 可 能 性 落 在 的 区

域 。 从 图 11 可 以 看 出 ，滑 坡 稳 定 时 期 预 测 误 差 较

小 ，在 滑 坡 的 剧 烈 位 移 时 段 出 现 了 一 定 误 差 ，但 最

大误差不超过 16 mm。整体而言，累积位移的预测

值贴合实测值，两者呈明显的线性关系。其精度评

价指标 RMSE 为 7. 686 mm，MAE 为 5. 544 mm，R²
近似为 0. 997，表明 ARIMA-iTransformer 混合模型

在滑坡累积位移预测中具有较高的适用性。

5　  模型评价与性能

5. 1　iTransformer模型的周期项位移预测性能

选用时间序列预测领域常用的 LSTM、GRU 以

及 Transformer 模 型 作 为 周 期 项 预 测 的 对 比 模 型 。

这 3 种模型涵盖了从循环神经网络到自注意力机制

的 主 流 框 架 ，通 过 与 iTransformer 模 型 多 指 标 横 向

对 比 ，进 一 步 评 估 iTransformer 模 型 的 性 能 。 将 网

格搜索算法得到的最优参数用于所有模型的训练。

在测试集上的预测结果见表 4 和图 12。

从表 4 可知，iTransformer 模型的 RMSE、MAE
以 及 R²均 取 得 最 优 效 果 ，分 别 为 6. 917 mm，4. 929 
mm 以 及 0. 968。 相 对 于 Transformer 模 型 ，iTrans‑
former 模型的 RMSE 降低了 42. 17%，MAE 降低了

48. 84%，R²提 升 了 6. 84%。 结 合 图 12 不 同 模 型 预

测 的 结 果 ，iTransformer 模 型 能 够 更 准 确 地 捕 捉 到

滑坡周期项位移的变化特征，而 Transformer 在滑坡

位 移 状 态 发 生 转 变 时 误 差 较 大 ，无 法 精 准 地 预 测

滑 坡 周 期 项 位 移 。 相 对 于 GRU 和 LSTM 模 型 ，

iTransformer 模 型 的 RMSE 分 别 降 低 了 58. 88% 和

59. 77%，MAE 分 别 降 低 了 64. 09% 和 65. 31%，R²
分别提升了 18. 77% 和 19. 95%。

综 合 来 看 ，GRU 和 LSTM 模 型 整 体 预 测 的 波

动 较 大 ，部 分 预 测 结 果 滞 后 或 极 值 处 过 于 平 滑 ，在

滑 坡 位 移 突 变 处 存 在 较 大 误 差 。 这 说 明 循 环 神 经

网络在面对特征复杂的滑坡周期项位移预测时，易

出现时序依赖性捕捉不全等问题。同时，对于多变

量 输 入 ，模 型 无 法 有 效 学 习 序 列 间 的 物 理 关 联 ，很

难对滑坡周期项位移进行准确预测。

5. 2　ARIMA-iTransformer混合模型的通用性

选 取 ZG118 监 测 点 的 位 移 数 据 ，采 用 与 ZG93
监 测 点 相 同 的 数 据 处 理 方 式 和 建 模 流 程 ，验 证

ARIMA-iTransformer 混 合 模 型 的 通 用 性（表 5）。

如表 5 所示，周期项、趋势项和累积位移在测试集中

精 度 指 标 均 较 高（R²≥0. 980），表 明 该 混 合 模 型 在

库岸滑坡位移预测中具有较好的通用性。

图 11　累积位移预测结果（a）及线性拟合（b）

Fig. 11　Cumulative displacement prediction results (a) and linear fitting (b)

表 4　不同模型预测精度

Table 4　Prediction accuracy of different models

模型

iTransformer
Transformer

GRU
LSTM

RMSE/mm
6. 917

11. 961
16. 823
17. 192

MAE/mm
4. 929
9. 634

13. 726
14. 208

R²
0. 968
0. 906
0. 815
0. 807

图 12　不同模型预测结果对比

Fig. 12　Comparison of prediction results for different models
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6　  结  语

三峡库区库岸滑坡阶跃性位移是地质条件与外

界影响因子耦合作用的结果。为提高滑坡位移预测

精度，同时兼顾多变量间的物理关联性，本文提出一

种库岸滑坡位移预测模型 ARIMA-iTransformer，通

过 GWO-VMD 与 XWT 联合实现库水位、降雨量与

滑坡周期项位移变动的响应规律及时滞效应分析，

结 合 灰 色 关 联 度 筛 选 关 键 影 响 因 子 ，构 建 iTrans‑
former 模型的输入因子，实现了周期项位移预测，趋

势 项 位 移 预 测 则 通 过 ARIMA 模 型 实 现 。 结 果 表

明，iTransformer 模型能够较好地预测滑坡周期项位

移 ，在 此 基 础 上 构 建 的 ARIMA-iTransformer 混 合

模型具有较高的整体位移预测精度。研究成果可为

类似库岸滑坡的位移预测及演化特征分析提供方法
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